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Relembrando - Aprendizado Estatistico

Conjunto de atributos X' e rétulosﬁ‘ iO B FC/ R~ ’\3
Hipoteseh : X — y (o que queremos aprender)

AN J03) 1@\&\ ?AG]

Distribuicao D desconhecida

7&
Fungao de custo € :{)/

Conjunto de treino S = ((z1,¥1),- -, (m, Ym)) gerado 1ID de D



Relembrando - Aprendizado Estatistico

Conjunto de atributos X e rotulos )/
Hipotese h : X — ) (o que queremos aprender)
Funcdo de custo £ : Y x (Xx)Y)—R

Distribuicao D desconhecida

Conjunto de treino S = ((z1,¥y1),-- -, (€m,Ym)) gerado 11D de D

e Foco em Classificagdo binaria: ) = {0,1} e 4(h, (x,y)) = 1|h(z) # y|
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Relembrando - Aprendizado Estatistico

Conjunto de atributos X e rotulos )/
Hipotese h : X — ) (o que queremos aprender)
Funcdo de custo £ : Y x (Xx)Y)—R

Distribuicao D desconhecida

Conjunto de treino S = ((z1,¥y1),-- -, (€m,Ym)) gerado 11D de D

e Foco em Classificagdo binaria: ) = {0,1} e 4(h, (x,y)) = 1|h(z) # y|

e Erros de generalizacao e de treino:

Lo(0) = B -oltlh (2.0)] e s S e (a1 90)
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Relembrando - Aprendizado Estatistico

Conjunto de atributos X e rotulos )/
Hipotese h : X — ) (o que queremos aprender)
Funcdodecusto £ : Y* x (X xY) - R

Distribuicao D desconhecida

Conjunto de treino S = ((z1,¥y1),-- -, (€m,Ym)) gerado 11D de D

e Foco em Classificagdo binaria: ) = {0,1} e 4(h, (x,y)) = 1|h(z) # y|

e Erros de generalizacao e de treino:

Lo(h) = Efuyy-nlt(h, @ )] e Ls(h) = = 3 £(h, (w1,9:)

e Classede hipétese@ yr
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Relembrando - Aprendizado Estatistico

Conjunto de atributos A" e rétulos )/

Hipotese h : X — ) (o que queremos aprender)
Funcdodecusto/: Y* x (X xY) - R
Distribuicao D desconhecida

Conjunto de treino S = ((z1,¥y1),-- -, (€m,Ym)) gerado 11D de D

e Foco em Classificagdo binaria: ) = {0,1} e 4(h, (x,y)) = 1|h(z) # y|

e Erros de generalizacao e de treino:

m

Lo(h) = Eqoyonlt(h, (2,0)] e Ls(h) = — 3 (h, (i)

1=1

e Classe de hipoteses H C V¥

= Caso realizavel: Existe h* € H tal que h*(z) = y com probabilidade 1 (Lp(h*) = 0).
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Relembrando - PAC Aprendizado

Uma classe de hipoteses H éProvavelmenteAproximadamente Correto (PAC) aprendivel
agnosticamente se existe um algoritmo A: (X x Y)* — H tal que

e Paratodoefd> 0, t
A

e Existe M(e,d) > Otalque = 1 /

e Paratodadistribuicao D sobre X X ) reatizagapoerH,

e Sem > M(e,d)eS ~ D"

entao

o~
U CXx

P(Lp(A@S)) — inf Lp(h)<e) >1-94



Relembrando - ERM para H finito

_ , N
ERMy4(S) € a,r};ggrgl{in Ls(h) — QRC—M ‘ L'SCD\S é J?]\\FH)

Teorema. No caso realizavel, se S ~ D™, entdo com probabilidade pelo menos1 — §

log |H| + log +

Lp(ERMy(9)) < -

Teorema. Seja .S ~ D™. Entdo, com probabilidade pelo menos1 — ¢

2(log(|H| + 1) + log %)

m

wep (Lo(k) ~Ls(h)) & -

Lp(ERMy(S)) — inf Lp(h) < \/



O que acontece quando ‘H
é infinito?



O caso de Thresholds

Na lista 1, vimos que a classe de thresholds é PAC-aprendivel:

H:={1llz > 71]:7€ R} com X =R.

Teorema. Para o caso realizavel e H de thresholds, se S ~ D™, entdo

\AAWWA log +
Lp(ERM(S)) < 5. com prob. >1—§
m

N



O caso de Thresholds

Na lista 1, vimos que a classe de thresholds é PAC-aprendivel:
H:={1llz >7]:7€ R} com X =R.
Teorema. Para o caso realizavel e H de thresholds, se S ~ D™, entao

log 2 + log %
m

Lp(ERMy(S)) < com prob. >1—4

No entanto, nem todo 7 é PAC-aprendivel.

Exemplos: H = Y ou
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O que Thresholds tem de especial?

No caso realizavel;



O que Thresholds tem de especial?

- \
SIWA
No caso realizavel: .

e Classificacdo de alguns pontos de X ja informa a classificacdo de muitos outros pontos
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O que Thresholds tem de especial?

—_—

No caso realizavel;

e Classificacdo de alguns pontos de X ja informa a classificacdo de muitos outros pontos

e Para? = YV, isso ndo é verdade.
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O que Thresholds tem de especial?

—_—

No caso realizavel;

e Classificacdo de alguns pontos de X ja informa a classificacdo de muitos outros pontos

e Para = YV, isso ndo é verdade.

e Como quantificar essa forma de complexidade de H?

7.3



Funcao de crescimento (Growth function)

A funcao de crescimento de H é dada por

IIy(m) = max [{(h(z1),...,h(zm)):h e H}

1, .., LmEX
)
= ~ L




Funcao de crescimento (Growth function)

A funcao de crescimento de H é dada por

IIy(m) = max [{(h(z1),...,h(zn)):h e H}

Tlye . EmEX

e Para?#H = Y e Xinfinito, ITy (m) = 2™ para todo m.
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Funcao de crescimento (Growth function)

A funcao de crescimento de H é dada por

IIy(m) = max [{(h(z1),...,h(zn)):h e H}

Tlye . EmEX

e Para?#H = Y e Xinfinito, [Ty (m) = 2™ para todo m.

e Para H de thresholds, ITy;(m) = m + 1 para todom
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Funcao de crescimento (Growth function)

A funcao de crescimento de H é dada por

IIy(m) = max [{(h(z1),...,h(zn)):h e H}

Tlye . EmEX

e Para?#H = Y e Xinfinito, [Ty (m) = 2™ para todo m.
e Para H de thresholds, ITy;(m) = m + 1 para todom

Intuigdo: Mesmo que || = oo, 0 que importa é o comportamento no conj. de treino S

Cota da uniao em H restrito a S ao invés de H inteiro.
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Funcao de crescimento (Growth function)

A funcao de crescimento de H é dada por

IIy(m) = max [{(h(z1),...,h(zn)):h e H}

Tlye . EmEX
e Para?#H = Y e Xinfinito, [Ty (m) = 2™ para todo m.

e Para H de thresholds, ITy;(m) = m + 1 para todom

Intuigdo: Mesmo que || = oo, 0 que importa é o comportamento no conj. de treino S

Cota da uniao em H restrito a S ao invés de H inteiro.

~ vl )
Teorema. (Eq. 3.23 de [MRT]) Com probabilidade pelo menos 1 — 9, 7\

Y ),\,,J~

m e

Lo(h) - Ls() </
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Dimensao VC (Vapnik-Chervonenkis)

O que importa ndo é o valor de IT4 (m), mas sim seu crescimento



Dimensao VC (Vapnik-Chervonenkis)

O que importa ndo é o valor de IT4 (m), mas sim seu crescimento

Iy (m) < m? para algum d e todo m é suficiente para PAC-aprendizado

R RN Y
A 2%
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Dimensao VC (Vapnik-Chervonenkis)

O que importa ndo é o valor de IT4 (m), mas sim seu crescimento

Iy (m) < m? para algum d e todo m é suficiente para PAC-aprendizado

I1; (m) pode ser dificil de calcular
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Dimensao VC (Vapnik-Chervonenkis)

O que importa ndo é o valor de IT4 (m), mas sim seu crescimento

Iy (m) < m? para algum d e todo m é suficiente para PAC-aprendizado

14 (m) pode ser dificil de calcular

A dimensao VC de ‘H é dado por

VC(H) := sup{m € N:IIy(m) = 2™}

4
—;l
—_ r~ -
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Dimensao VC (Vapnik-Chervonenkis)

O que importa ndo é o valor de IT4 (m), mas sim seu crescimento
Iy (m) < m? para algum d e todo m é suficiente para PAC-aprendizado

I1; (m) pode ser dificil de calcular

A dimensao VC de ‘H é dado por

VC(H) := sup{m € N:Ily(m) = 2™}

d
Note que VC(#H) = d se e somente se: (e I ’

e Existe S = (z1,...,24) € X?tal que H fragmenta S, isto é ¢ oo k
— 1cc
{(h(@1),..., h(za)) : h € H} = {0,1)° 10 |
e Paratodo S € X9 temos que H nao fragmentaSY ' G C '

© o ¥ O
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Exemplo - Thresholds VC CH) = |




Exemplo - Hiperplanos \VC C?“U =

Fig. 3.2 de [MRT]




Conectando Dimensao VC e I1y(m)

Pergunta: Podemos controlar a funcao de crescimento em termos da dimensao VC?

« Sem < VC(H), entdo I3 (m) = 2™, ndo é interessante.
e Esem > VC(H)?
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Conectando Dimensao VC e I1y(m)

Pergunta: Podemos controlar a funcao de crescimento em termos da dimensao VC?

e Sem < VC(H), entdo Il (m) = 2™, ndo é interessante.

e Esem > VC(H)? X
o)

Lema. (Lema de Sauer) Se H C W, entao paratodom > 0

VC(H) m A /

B0
1=0 Y e "‘

Em particular,se m > &/CC#‘\ d

HH(m)S( em )VC(’H).

VC(H)

12.1



Generalizacao em temos da Dimensao VC

O Lema de Sauer junto da generalizagdo usando IT4 (m) nos levam a seguinte garantia:

Corolario. Com probabilidade pelo menos1 — 8,  (VYV 2, \/C.CH/

Lo(h) — L(h) < \/g \/ VC(H)log(dem) +log(1/8) ./

B

Em particular, H é PAC-aprendivel se VC(H) < oo.

13



Generalizagcao em temos da Dimensao VC

O Lema de Sauer junto da generalizagdo usando Il (m) nos levam a seguinte garantia:

Corolario. Com probabilidade pelo menos 1 — 9,

Lo(h) — Ls(h) < \/\ \/VC ) log 4em) + log(1/9) b € 3.

Em particular,  é PAC-aprendivel se VC(H) < oc.

Além disso, temos a seguinte impossibilidade.

Teorema. Se VC(H) = oo, entdo H néo é PAC-aprendivel.

131



Extra - Além de ERM e Dimensao VC

Diversos topicos fundamentais em generalizacao que estamos pulando:

e Complexidade de Radamacher (depende da distribuicao)

e Estabilidade algoritmica (depende do algoritmo)

e Generalizacao além de classificagao binaria (regressao, classificacao multiclasse, etc)

14



Extra - Além de ERM e Dimensao VC

Diversos topicos fundamentais em generalizacao que estamos pulando:

e Complexidade de Radamacher (depende da distribuicao)

e Estabilidade algoritmica (depende do algoritmo)

e Generalizacao além de classificagao binaria (regressao, classificacao multiclasse, etc)

Ainda € um topico com pesquisa interessante

— - > n

FIGURE 1: Illustration of the difference between universal and uniform rates. Each red curve shows
exponential decay of the error for a different data distribution P; but the PAC rate only captures
the pointwise supremum of these curves (blue curve) which decays linearly at best.

“A Theory of Universal Learning”, Bousquet, Hanneke, Moran, van Handel, Yehudayoff

14.1



Classificacao Binaria
Online



Classificacao Binaria Online

onnm
Paracadarodadat=1,...,T":

e O Adversario escolneumz; € X
e 0 Jogador/Algoritmo escolhe uma predi¢dop; € Y = {0, 1}

e O Adversario escolhe e revela o rotulo real y; € {0,1}

16



Classificacao Binaria Online

Paracadarodadat=1,...,T":

e O Adversario escolneumz; € X
e 0 Jogador/Algoritmo escolhe uma predicdop; € Y = {0, 1}

e O Adversario escolhe e revela o rétulo real y; € {0,1}

Assim como no aprendizado estatistico, vamos comecar pelo caso realizavel:

Temos uma classe de hipéteses H C Y conhecida, e existe h* € H tal que

y; = h*(x;) paratodot e [T]:={1,...,T}.
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Classificacao Binaria Online

Paracadarodadat=1,...,T":

e O Adversario escolneumz; € X
e 0 Jogador/Algoritmo escolhe uma predicdop; € Y = {0, 1}

e O Adversario escolhe e revela o rétulo real y; € {0,1}

Assim como no aprendizado estatistico, vamos comecar pelo caso realizavel:

Temos uma classe de hipéteses H C Y conhecida, e existe h* € H tal que

yr = h*(x;) paratodote [T]:={1,...,T}.

Importante: nao assumimos mais nada sobre o adversario
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Classificacao Binaria Online

Paracadarodadat=1,...,T":

e O Adversario escolneumz; € X
e 0 Jogador/Algoritmo escolhe uma predicdop; € Y = {0, 1}

e O Adversario escolhe e revela o rétulo real y; € {0,1}

Assim como no aprendizado estatistico, vamos comecar pelo caso realizavel:

Temos uma classe de hipéteses H C Y conhecida, e existe h* € H tal que

y; = h*(x;) paratodot e [T]:={1,...,T}.

Importante: nao assumimos mais nada sobre o adversario

Pergunta Qual o numero maximo de erros que o algoritmo pode fazer?

16.3



Um primeiro algoritmo: CONSISTENTE

Vamos primeiro considerar o caso finito: |H| < oo.

17



Um primeiro algoritmo: CONSISTENTE

Vamos primeiro considerar o caso finito: |H| < oo.

Ideia: A cada rodada ¢, o jogador escolhe uma hipdtese que concorda com as rodadas anteriores:

V,:={heH: h(z,) =y, paratodo s < t}

171



Um primeiro algoritmo: CONSISTENTE

Vamos primeiro considerar o caso finito: |H| < oo.

Ideia: A cada rodada ¢, o jogador escolhe uma hipdtese que concorda com as rodadas anteriores:

V,:={h€eHH: h(z,) =y, paratodo s < t}

Narodadat € [T'], O algoritmo CONSISTENTE
e Escolhe hy € V,

 Definep; = hy(x;) \/T
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Um primeiro algoritmo: CONSISTENTE

Vamos primeiro considerar o caso finito: |H| < oo.

Ideia: A cada rodada ¢, o jogador escolhe uma hipdtese que concorda com as rodadas anteriores:

V,:={h€eHH: h(z,) =y, paratodo s < t}

Narodadat € [T'], O algoritmo CONSISTENTE
e Escolhe h; € V,

e Define p; = hy(x;) :\r ¢ ¢ ﬁ, ﬁ \\ ,

Teorema. Para p; dado por CONSISTENTE,

T
D Ap Ayl < [H| -1

t=1

17.3



O algoritmo HALVING

Podemos fazer algo muito melhor que CONSISTENTE.

Ideia: Predizer de acordo com a maioria a cada rodada.

18



O algoritmo HALVING

Podemos fazer algo muito melhor que CONSISTENTE.

Ideia: Predizer de acordo com a maioria a cada rodada.

Narodadat € [T'], O algoritmo HALVING

e Escolhe p; € {0,1} que maximiza o tamanho do conjunto

{h € V¢: h(xt) = ps}

18.1



O algoritmo HALVING

Podemos fazer algo muito melhor que CONSISTENTE.

Ideia: Predizer de acordo com a maioria a cada rodada.

Narodadat € [T'], O algoritmo HALVING

e Escolhe p; € {0, 1} que maximiza o tamanho do conjunto

{h € V¢: h(xt) = ps}

Teorema. Para p; dado por HALVING,

T

> 1p: # ] < logy(1H))

t=1

18.2



E para H infinito?
Nenhum dos dois algoritmos tem garantias no nimero de erros quando |H| = oo

HALVING nao esta nem bem definido

19



E para H infinito?
Nenhum dos dois algoritmos tem garantias no nimero de erros quando |H| = oo

HALVING nao esta nem bem definido
Vamos comecar interpretando as estratégias do adversario como uma arvore binaria de

profundidade 7'

191



E para H infinito?
Nenhum dos dois algoritmos tem garantias no nimero de erros quando |H| = oo

HALVING nao esta nem bem definido

Vamos comecar interpretando as estratégias do adversario como uma arvore binaria de
profundidade T'.

Uma arvore de estratégia (do adversario) é uma arvore binaria completa de altura T com

conjunto de vértices é vq,...,v9ra 1 € X com vy deraiz.
Vi

Arestas e Notacao: @

e« DESC(v;,0) := wvy; (filho esquerdo de v)
e DESC(v,1) := vy (filho direito de v)
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E para H infinito?
Nenhum dos dois algoritmos tem garantias no nimero de erros quando |H| = oo

HALVING nao esta nem bem definido

Vamos comecar interpretando as estratégias do adversario como uma arvore binaria de
profundidade T'.

Uma arvore de estratégia (do adversario) é uma arvore pinaria completa de alturg T’ com
conjunto de vértices é vq, ..., vorth € X com v; deraiz.

Arestas e Notacao:
e« DESC(v;,0) := wvy; (filho esquerdo de v)
e DESC(v,1) := v9;11 (filho direito de v)

As escolhas do adversario sao dadas pela arvore.

e Adversario escolhe z; = AWM (v1set = 1);

e Adversario espera p;, e definey; = |1 — p¢l;:

\]KH ‘é— DVJC va\) bf)

19.3



Arvore fragmentada por H

Jogador erra em toda rodada.

Adversario ainda é realizado por H?

20



Arvore fragmentada por H

Jogador erra em toda rodada.
Adversario ainda é realizado por H?

Depende de H e da arvore!
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Arvore fragmentada por H

Jogador erra em toda rodada.
Adversario ainda é realizado por H?

Depende de H e da arvore!

Uma arvore de estratégia com vértices (v1, . . ., vori1_1) € fragmentada por H se para todo
y € {0,1}1, definindoz; = v e

zrs 1 = DESC(x;,y;) paratodot € [T — 1],

existe h € H tal que h(x:) = y; paratodot € [T}.

O,
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Arvore fragmentada por H

Jogador erra em toda rodada.
Adversario ainda é realizado por H?

Depende de H e da arvore!

Uma arvore de estratégia com vértices (v1, . . ., vori1_1) € fragmentada por H se para todo
y € {0,1}, definindoz; = vy e

zy 1 = DESC(z;,y;) paratodot € [T — 1],

existe h € H tal que h(x:) = y; paratodot € [T}.

'ﬁ-ﬁ'
7 . hi ha hs
o
Vi1 0 0 1 1
O \4 ’ J—-/ \'%O 0 1 * *
\// \Y K \ vy o 0 1
1
PO/V\IB,Q Ep;/\g —

Fig. 21.1 de [SSBD] 20.3



Dimensao de Littlestone

Uma arvore de estratégia com vértices (v, . . . , vor+1_1) € fragmentada por H se para todo
y € {0,1}1, definindoz; = vy e

zry 1 = DESC(x;,y;) paratodot € [T — 1],

existe h € H tal que h(x;) = y; paratodot € [T).

21



Dimensao de Littlestone

Uma arvore de estratégia com vértices (v, . . . , vor+1_1) € fragmentada por H se para todo
y € {0,1}1, definindoz; = vy e

zry 1 = DESC(x;,y;) paratodot € [T — 1],

existe h € H tal que h(x;) = y; paratodot € [T).

Assim como em aprendizado estatistico, a ideia de fragmentacao nos leva a uma nocao de
dimensao de H
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Dimensao de Littlestone

Uma arvore de estratégia com vértices (v, . . . , vor+1_1) € fragmentada por H se para todo
y € {0,1}1, definindoz; = vy e

zrs1 = DESC(z;,y;) paratodot e [T — 1],

existe h € H tal que h(x;) = y; paratodot € [T).

Assim como em aprendizado estatistico, a ideia de fragmentacao nos leva a uma nocao de
dimensao de H

A dimenséo de Littlestone LDim(7{) de H o maior T' € N tal que existe uma arvore de
estratégia de profundiade 1" fragmentada por H

21.2



Dimensao de Littlestone

Uma arvore de estratégia com vértices (v, . . . , vor+1_1) € fragmentada por H se para todo
y € {0,1}1, definindoz; = vy e

zrs1 = DESC(z;,y;) paratodot e [T — 1],

existe h € H tal que h(x;) = y; paratodot € [T).

Assim como em aprendizado estatistico, a ideia de fragmentacao nos leva a uma nocao de
dimensao de H

A dimenséo de Littlestone LDim(7{) de H o maior T' € N tal que existe uma arvore de
estratégia de profundiade 1" fragmentada por H

Lema. Nenhum algoritmo pro jogador contra um adversario realizado por ‘H pode garantir
menos que LDim (%) erros.
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Exemplo - H finito




Exemplo - Thresholds

Ex. 21.4 de [SSBD]

L
1 |
Q (
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